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摘　 要　 ＤＯＥ￣２ 模型被广泛应用于冷水机组仿真建模ꎬ如何根据有限传感器实测数据对某特定冷水机组 ＤＯＥ￣２ 模型的参数进

行可靠地辨识ꎬ并补偿模型误差ꎬ对于节能运行等场景具有重要意义ꎮ 在实践中由于传感器不足且数据质量不高等问题ꎬＤＯＥ￣２
模型参数的可靠辨识较为困难ꎮ 因此ꎬ本文提出一种基于外部知识库的遗传算法和一种基于人工神经网络的方法分别对 ＤＯＥ￣２
模型进行参数辨识和误差补偿ꎮ 结果表明:基于外部知识库的遗传算法可以有效降低 ＤＯＥ￣２ 模型参数辨识时间ꎬ并显著提升

ＤＯＥ￣２ 模型预测精度ꎮ 误差补偿后的 ＤＯＥ￣２ 模型的预测精度显著高于未作补偿的 ＤＯＥ￣２ 模型ꎬ前者在预测冷冻水出口温度时

的 ＭＡＥ、ＲＭＳＥ、ＭＡＰＥ 和 ＣＶ￣ＲＭＳＥ 分别降低 ３６ ４９％、４６ ００％、３３ １６％和 ４５ ７３％ꎬＲ２ 提高 ２５ ７５％ꎮ
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　 　 作为中央空调系统的重要组成部分ꎬ冷水机组能

耗约占中央空调系统的 ４０％ ~ ５０％[１]ꎮ 由于冷水机

组组成部件多且机理复杂ꎬ构建准确可靠的仿真模型

往往较为困难ꎮ 目前ꎬ已有许多学者对冷水机组仿真

建模方法进行了研究ꎬ并开发了一些冷水机组性能模

型ꎮ 该领域早期研究关注于基于系统内部复杂热动

力学方程的冷水机组建模方法ꎮ Ｊ. Ｐ. Ｈ. Ｂｏｕｒｄｏｕｘｈｅ
等[２]提出了 ＡＳＨＲＡＥ Ｐｒｉｍａｒｙ Ｔｏｏｌｋｉｔ 模型ꎬ该模型通

过对冷凝器、蒸发器、压缩机和膨胀阀等组成部件分

别建模ꎬ最终实现对冷水机组的整体建模ꎮ 该类模型

的构建难度较高ꎬ且系统的变工况特性需要反复迭代

求解ꎮ 该方面研究逐渐转向半经验或经验冷水机组
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仿真模型的研究ꎮ 常见的半经验模型有 Ｇｏｒｄｏｎ￣ＮＧ
模型和 Ｌｅｅ 模型ꎬ两者均通过对设备传热过程公式进

行简化来得到关于冷水机组性能系数 ＣＯＰ 的模

型[３－４]ꎮ 冷水机组经验模型主要包含简单一次线性

回归模型( ＳＬ 模型) [５]、二次线性回归模型(ＢＱ 模

型) [６]、ＤＯＥ￣２ 模型[７]和多元多项式回归模型(ＭＰ 模

型) [８]ꎮ 该类模型构建难度低且计算速度快ꎬ常被用

于冷水机组性能预测和故障诊断[９]ꎮ 此外ꎬ具有强

大的非线性学习能力和较高的预测精度的人工神经

网络等机器学习算法也开始被广泛应用于冷水机组

建模[１０－１１]ꎮ
相比于上述几种方法ꎬＤＯＥ￣２ 模型的输出包括冷

水机组冷却水出口温度、冷冻水供水温度和功率ꎬ和
实际仿真需求相符且具有一定的物理意义ꎬ因此被广

泛应用于冷水机组仿真建模ꎬＤＯＥ￣２、ＥｎｅｒｇｙＰｌｕｓ 和

Ｄｙｍｏｌａ 等软件均采用了该模型ꎮ ＤＯＥ￣２ 模型的参数

通常采用最小二乘法对大量厂家性能数据进行拟合

得到[１２]ꎮ 然而厂家性能数据往往很难获得ꎮ 实际应

用场景中传感器数量十分有限ꎬ很难通过最小二乘法

直接拟合ꎮ 同时由于实际中存在传感器偏差、模型假

设不合理等问题ꎬ参数辨识得到的 ＤＯＥ￣２ 模型往往

具有较大的预测误差ꎮ
本文提出一种基于遗传算法和人工神经网络的

参数辨识和误差补偿方法解决上述问题ꎬ并在实际项

目中进行验证ꎬ为可靠准确辨识冷水机组模型参数提

供一种新思路ꎮ

１ 模型参数辨识和误差补偿方法

１ １ ＤＯＥ￣２模型
ＤＯＥ￣２ 模型采用 ３ 条性能曲线来预测冷水机组

的出水温度和功耗[７]ꎮ 这 ３ 条曲线分别为制冷能力

曲线、ＥＩＲ 与运行状态关系曲线和 ＥＩＲ 与负载率关系

曲线ꎮ 其中 ＥＩＲ 为 ＣＯＰ 的倒数ꎬ即轴功率与制冷量

之比ꎮ 制冷能力曲线用于计算冷水机组制冷量修正

系数 ＣＡＰＦＴꎬ如式(１)所示ꎮ 基于该修正系数ꎬ可以

计算得到冷水机组最大可用制冷量ꎬ如式(２)所示ꎮ
ＣＡＰＦＴ ＝ ｇ１１ ＋ ｇ１２Ｔｃｈｗｏ ＋ ｇ１３Ｔｃｈｗｏ

２ ＋ ｇ１４Ｔｃｗｉ ＋
ｇ１５Ｔｃｗｉ

２ ＋ ｇ１６ＴｃｈｗｏＴｃｗｉ (１)
式中:Ｔｃｈｗｏ为冷冻水出口温度ꎬ℃ꎻＴｃｗｉ为冷却水

进口温度ꎬ℃ꎻｇ１１、ｇ１２、ｇ１３、ｇ１４、ｇ１５、ｇ１６为待定系数ꎮ
ＣＡＰ ＝ Ｑｒ × ＣＡＰＦＴ (２)
式中:ＣＡＰ 为冷水机组的最大可用制冷量ꎬｋＪꎻＱｒ

为冷水机组的额定制冷量ꎬｋＪꎮ
ＥＩＲ 与运行状态关系曲线用于计算满负荷运行

时冷却水温度和冷冻水温度变化对冷水机组 ＥＩＲ 的

修正系数ꎬ如式(３)所示ꎮ
　 　 ＥＩＲＦＴ ＝ ｇ２１ ＋ ｇ２２Ｔｃｈｗｏ ＋ ｇ２３Ｔｃｈｗｏ

２ ＋ ｇ２４Ｔｃｗｉ ＋
ｇ２５Ｔｃｗｉ

２ ＋ ｇ２６ＴｃｈｗｏＴｃｗｉ (３)
式中:ｇ２１、ｇ２２、ｇ２３、ｇ２４、ｇ２５、ｇ２６为待定系数ꎮ
冷水机组部分负荷运行时ꎬ引入 ＥＩＲ 与负载率

关系曲线ꎬ用于计算部分负荷修正系数 ＥＩＲＦＰＬＲꎬ如
式(４)所示ꎮ

ＥＩＲＦＰＬＲ ＝ ｇ３１ ＋ ｇ３２ＰＬＲ ＋ ｇ３３ ＰＬＲ２ (４)
式中:ｇ３１、ｇ３２、ｇ３３为待定系数ꎻＰＬＲ 为负载率ꎬ即

冷冻水出口温度设定值下冷水机组制冷量 Ｑｓ 与所处

工况下最大制冷量 ＣＡＰ 之比ꎮ
基于上述 ３ 条性能曲线ꎬ最终可以计算得到冷水

机组的实际功率ꎬ如式(５)所示ꎮ

Ｐ ＝ ＣＡＰ × ＥＩＲＦＴ × ＥＩＲＦＰＬＲ
ＣＯＰ ｒ

(５)

式中:Ｐ 为冷水机组实际功率ꎬｋＷꎻＣＯＰ ｒ 为冷水

机组额定 ＣＯＰꎮ
实际冷冻水出口温度由式(６)计算ꎮ

Ｔｃｈｗｏ ＝ Ｔｃｈｗｉ －
Ｑｃｈｗ

ｍｃｈｗＣｐ
(６)

式中:Ｔｃｈｗｏ为冷冻水出口温度ꎬ℃ꎻＱｃｈｗ为冷组实

际制冷量ꎬｋＷꎬ取 Ｑｓ 与 ＣＡＰ 的较小值ꎮ
实际冷却水出口温度由式(７)计算

Ｔｃｗｏ ＝ Ｔｃｗｉ ＋
Ｑｃｗ

ｍｃｗＣｐ
(７)

式中:Ｔｃｗｏ为冷却水出口温度ꎬ℃ꎻｍｃｗ为冷却水流

量ꎬｋｇ / ｓꎻＱｃｗ 为冷却水吸收热量ꎬ ｋＷꎬ取 Ｐ 与 Ｑｃｈｗ

之和ꎮ
１ ２ 基于外部知识库的遗传算法

遗传算法是一种常见的启发式寻优算法ꎬ已被广

泛应用于模型参数辨识ꎮ 通过合理设定约束条件缩

小优化变量搜索范围ꎬ可以有效提高遗传算法计算效

率ꎮ ＤＯＥ￣２ 模型中 ３ 条性能曲线的系数通常由实测

数据拟合得到ꎬ模型参数所在范围无规律可循ꎮ 如

ＥｎｅｒｇｙＰｌｕｓ、Ｄｙｍｏｌａ 和 ＤＯＥ￣２ 等仿真软件提供了麦克

维尔、约克、开利和特灵等生产商不同型号冷水机组

ＤＯＥ￣２ 模型性能曲线系数ꎮ 假设相似冷水机组之间

性能曲线相近ꎬ那么通过已知冷水机组性能曲线系数

可以快速确定待建模冷水机组 ＤＯＥ￣２ 模型参数搜索

范围ꎮ 基于这一假设ꎬ本文提出一种基于外部知识库

的遗传算法ꎬ对建模冷水机组 ＤＯＥ￣２ 模型参数进行

辨识ꎬ步骤如下:
１)确定目标函数ꎮ 采用的目标函数如式(８)所

示ꎮ 遗传算法的最终目标为找到一组最优参数组合ꎬ
使目标函数达到全局最小值ꎮ

—４９—
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Ｖｏｌ. ４２ꎬ Ｎｏ. ３
Ｊｕｎｅꎬ ２０２１

ｆ ＝ １
２ ｍ∑

ｍ

ｉ ＝ １
[(Ｔｃｈｗｏｉ － Ｔ^ｃｈｗｏｉ) ２ ＋ (Ｔｃｗｏｉ － Ｔ^ｃｗｏｉ) ２]

(８)
式中:Ｔｃｈｗｏｉ和 Ｔｃｗｏｉ分别为工况 ｉ 下的实测冷冻水

和冷却水出口温度ꎬ℃ꎻ Ｔ^ｃｈｗｏｉ 和Ｔ^ｃｗｏｉ 分别为工况 ｉ 下
ＤＯＥ￣２ 模型预测的冷冻水和冷却水出口温度ꎬ℃ꎻｍ
为用于参数辨识的样本总量ꎮ

２)确定参数搜索范围ꎮ 将 Ｄｙｍｏｌａ 内部冷水机组

ＤＯＥ￣２ 模型性能曲线库作为外部知识库ꎮ 在参数辨

识过程中ꎬ首先通过对比该冷水机组与外部知识库中

冷水机组在 ６ 项指标上的相似度ꎬ找出外部知识库内

与该冷水机组相似的所有冷水机组(以下称为参考

冷机)ꎮ ６ 项指标分别为压缩机类型(离心式、螺杆

式、活塞式等)、冷凝器类型(水冷式、风冷式等)、卸
载机制(分级、进口导叶和变频器变频等)、生产商、
性能曲线温度范围(冷冻水出口温度范围、冷却水进

口温度范围)和额定制冷量ꎮ 然后ꎬ根据参考冷机性

能曲线系数确定 ＤＯＥ￣２ 模型参数搜索范围ꎮ 本研究

中取参考冷机性能曲线系数最大值和最小值作为参

数寻优上下界ꎮ
３)基于上述目标函数和参数搜索范围ꎬ使用遗

传算法对 ＤＯＥ￣２ 模型参数进行辨识ꎮ
１ ３ 基于人工神经网络的误差补偿方法

ＤＯＥ￣２ 模型是一种近似拟合ꎬ误差来源十分广

泛ꎬ往往很难用物理模型去描述ꎮ 在此提出一种基于

人工神经网络的误差补偿方法ꎬ基于其强大的非线性

描述能力来对误差进行补偿ꎮ 人工神经网络由输入

层、隐藏层和输出层构成ꎮ 每一层内部拥有若干神经

元ꎬ相邻层间神经元通过权重相连ꎮ 每一个隐藏层的

神经元内部含有激活函数ꎬ用来提高神经网络的非线

性拟合能力ꎮ 人工神经网络内部权重可通过随机梯

度下降[１３]、Ａｄａｍ[１４]等方法学习得到ꎮ
为了对 ＤＯＥ￣２ 模型进行误差补偿ꎬ需要对 ＤＯＥ￣

２ 模型的输入和误差之间的映射关系进行学习ꎮ 采

用人工神经网络对 ＤＯＥ￣２ 模型的预测误差进行建

模ꎬ并基于建立的模型对 ＤＯＥ￣２ 模型的误差进行补

偿ꎬ如图 １ 所示ꎬ具体步骤如下:
１)使用基于外部知识库的遗传算法对 ＤＯＥ￣２ 模

型参数进行辨识ꎬ得到模型预测值ꎮ
２)根据实际数据ꎬ计算 ＤＯＥ￣２ 模型的预测误差ꎮ

模型预测误差定义为:
ｅ ＝ ｙ － ｙ^ (９)

式中:ｅ 为预测误差ꎻｙ 为实际值ꎻ ｙ^ 为 ＤＯＥ￣２ 模

型预测值ꎮ

３)训练 ＤＯＥ￣２ 模型误差的预测模型ꎮ 本研究中

人工神经模型的输入为 ＤＯＥ￣２ 模型的输入ꎬ输出为

ＤＯＥ￣２ 模型的预测误差ꎬ采用 Ａｄａｍ 算法训练得到

ＤＯＥ￣２ 模型误差的预测模型ꎮ
４)将误差预测模型的输出加上 ＤＯＥ￣２ 模型的输

出得到误差补偿后的 ＤＯＥ￣２ 模型(以下称为混合模

型)的预测值:
ｙ^′ ＝ ｙ^ ＋ ｅ^ (１０)
式中: ｙ^′ 为混合模型预测值ꎻ ｙ^ 为 ＤＯＥ￣２ 模型预

测值ꎻ ｅ^ 为 ＤＯＥ￣２ 模型误差预测值ꎮ

图 １ 冷水机组混合建模方法原理

Ｆｉｇ.１ Ｔｈｅ ｓｃｈｅｍａｔｉｃ ｏｆ ｔｈｅ ｈｙｂｒｉｄ ｃｈｉｌｌｅｒ
ｍｏｄｅｌｉｎｇ ｍｅｔｈｏｄ

为了得到准确的人工神经网络模型ꎬ需要对神

经网络的结构参数和超参数进行优化ꎮ 根据 Ｋｏｌ￣
ｍｏｇｏｒｏｖ 定理ꎬ三层前向网络可以逼近任何连续函

数[１５] ꎮ 因此ꎬ本研究中采用三层神经网络进行误差

补偿ꎮ 同时ꎬ该定理还给出了隐藏层神经元个数经

验计算式ꎬ如式(１１)所示[１６] ꎮ 采用该式计算神经

网络隐藏层内部神经元个数ꎮ 对于其他参数ꎬ例如

激活函数和 Ｌ２ 正则化参数ꎬ采用交叉验证和网格

搜索进行优化[１７] ꎮ
ｎ ＝ ２ｐ ＋ １ (１１)
式中: ｎ 为隐藏层节点数ꎻ ｐ 为输入层节点数ꎮ

１ ４ 模型性能验证指标
选用平均绝对误差(ＭＡＥ)、平均绝对误差百分

比(ＭＡＰＥ)、均方根误差(ＲＭＳＥ)、决定系数(Ｒ２)和
均方根误差的变异系数(ＣＶ￣ＲＭＳＥ)进行模型精度

评估ꎬ定义如式(１２) ~ 式(１６)所示ꎮ ＭＡＥ、ＭＡＰＥ、
ＲＭＳＥ 和 ＣＶ￣ＲＭＳＥ 反映了预测值和实际值之间偏

离程度ꎬ值越小表明模型预测精度越高ꎮ Ｒ２ 反映模

型的拟合程度ꎬＲ２ 的值越接近 １ꎬ说明模型对观测

值的拟合程度越好ꎮ

ＭＡＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
ｙｉ － ｙ^ｉ (１２)
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Ｊｏｕｒｎａｌ ｏｆ Ｒｅｆｒｉｇｅｒａｔｉｏｎ
Ｖｏｌ. ４２ꎬＮｏ. ３
Ｊｕｎｅꎬ ２０２１

ＲＭＳＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２ (１３)

ＭＡＰＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １

ｙｉ － ｙ^ｉ

ｙｉ
(１４)

Ｒ２ ＝ １ －
∑ｍ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２

∑ｍ

ｉ ＝ １
ｙｉ － ｙ( ) ２

(１５)

ＣＶ￣ＲＭＳＥ ＝

１
ｍ∑

ｍ

ｉ ＝ １
ｙｉ － ｙ^ｉ( ) ２

ｙ
(１６)

式中: ｙ^ｉ 为模型预测值ꎻ ｙｉ 为实际值ꎻ ｙ为实际值

的平均数ꎻｍ 为总样本数ꎮ

２ 仿真验证

２ １ 验证数据集
采用一台实际离心式冷水机组(额定制冷量为

５ ２７５ ｋＷ)的实测数据集对提出的方法进行验证ꎮ
数据采集时间段为 ２０１９￣０５￣１１—２０１９￣１１￣１４ꎬ采样频

率为 ５ ｍｉｎ /次ꎬ共获得 ２７ ９１８ 组样本ꎮ 被测变量包

括冷水机组冷冻水进出口温度、冷却水进出口温度、
冷冻水供水温度设定值、冷冻水流量和冷却水流量ꎮ
各被测变量的箱线图如图 ２ 所示ꎮ 随机抽取 ７０％的

数据作为训练集ꎬ３０％的数据作为测试集ꎮ 训练集用

作模型训练ꎬ测试集用作模型性能验证ꎮ

图 ２ 被测变量箱线图

Ｆｉｇ.２ Ｂｏｘ ｐｌｏｔｓ ｏｆ ｔｈｅ ｍｅａｓｕｒｅｄ ｖａｒｉａｂｌｅｓ

２ ２ 基于外部知识库的遗传算法性能评估
该冷水机组的压缩机类型为离心式ꎬ冷凝器类型

为水冷式ꎬ卸载机制是通过进口导叶开度调节制冷

量ꎬ额定制冷量为 ５ ２７５ ｋＷꎮ 由图 ２ 可知ꎬ冷冻水出

口温度通常位于 ８ ４ ℃附近ꎬ冷却水进口温度通常位

于 ２９ ４ ℃附近ꎮ 基于该冷水机组的以上 ６ 项指标ꎬ
最终从 Ｄｙｍｏｌａ 冷水机组性能曲线库筛选得到 ５ 台与

其相似的冷水机组作为参考冷机ꎮ 参考冷机各项指

标如表 １ 所示ꎬ表中所有冷机的生产商均为开利ꎬ
采用离心式压缩机ꎬ水冷式冷凝器ꎬ卸载机制为进

口导叶ꎮ 取参考冷机性能曲线系数的最大值和最

小值分别作为对应参数寻优范围的上下边界ꎬ如表

２ 所示ꎮ
利用 ＭＡＴＬＡＢ 遗传工具箱在训练集上对该冷水

机组 ＤＯＥ￣２ 模型进行参数辨识ꎮ 通过引入各参数搜

索范围均为－１~１ 作为对照组ꎬ对基于外部知识库的

遗传算法参数辨识性能进行评估ꎮ 由于遗传算法寻

优具有随机性ꎬ在有知识库和无知识库情况下分别进

　 　 　 表 １ 参考冷机的各项指标

Ｔａｂ.１ Ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｅｘｅｓ ｏｆ ｔｈｅ ｒｅｆｅｒｅｎｃｅ ｃｈｉｌｌｅｒｓ

性能曲线温度范围

冷冻水出口温 / ℃ 冷却水进口温度 / ℃
额定制冷量 / ｋＷ

４ ４４~８ ８９ １５ ５６~２９ ４４ ５ ６５１

４ ４４~８ ８９ １５ ５６~２９ ４４ ５ ２０８

４ ４４~８ ８９ １５ ５６~２９ ４４ ５ １４８

４ ４４~７ ７８ １２ ７８~２６ ６７ ４ ９９７

４ ４４~７ ７８ １２ ７８~２６ ６７ ４ ６６７

行 ５ 次寻优ꎮ 遗传算法迭代次数和模型精度如图 ３
所示ꎮ 结果表明:基于外部知识库的遗传算法可以大

大提高模型参数辨识效率ꎬ并提高模型精度ꎮ 在无外

部知识库的情况下ꎬ遗传算法的迭代次数在 ２１７~４６２
次内波动ꎬ模型在训练集上的误差在 １ ４０ ~ １ ４４ ℃ ２

内波动ꎮ 在有外部知识库的情况下ꎬ遗传算法迭代次

数显著降低(在 ７９~１３６ 次内波动)ꎬ而模型误差显著
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Ｖｏｌ. ４２ꎬ Ｎｏ. ３
Ｊｕｎｅꎬ ２０２１

减小(在 ０ ２６０~０ ２６３ ℃ ２ 之间)ꎮ

表 ２ 遗传算法参数寻优范围上下界

Ｔａｂ.２ Ｐａｒａｍｅｔｅｒ ｂｏｕｎｄｓ ｆｏｒ ｔｈｅ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍ

曲线系数 上界 下界

ｇ１１ ７ １２３×１０－２ １ ３００

ｇ１２ －４ ３９６×１０－２ ２ ０２１×１０－２

ｇ１３ －９ ６７９×１０－３ －２ １１２×１０－３

ｇ１４ ２ ５３６×１０－３ ９ ３９１×１０－２

ｇ１５ －３ ５０５×１０－３ －１ １２８×１０－３

ｇ１６ ３ ００３×１０－３ ７ ３１０×１０－３

ｇ２１ ５ １９８×１０－１ ７ ８５３×１０－１

ｇ２２ －２ ５４１×１０－２ ３ ９６１×１０－３

ｇ２３ －６ ３９２×１０－４ ３ ３３４×１０－３

ｇ２４ ４ ５６９×１０－３ ２ １７０×１０－２

ｇ２５ ２ ４２４×１０－５ ５ ７５４×１０－４

ｇ２６ －１ ８０１×１０－３ １ ７６１×１０－４

ｇ３１ １ ６２９×１０－１ ３ ７７１×１０－１

ｇ３２ ２ ８５４×１０－２ ５ ７０９×１０－１

ｇ３３ ２ ６５９×１０－１ ５ ９２９×１０－１

图 ３ 有无知识库的遗传算法性能对比

Ｆｉｇ.３ Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎｓ ｂｅｔｗｅｅｎ ｇｅｎｅｔｉｃ ａｌｇｏｒｉｔｈｍｓ
ｗｉｔｈ ａｎｄ ｗｉｔｈｏｕｔ ａ ｐｒｉｏｒ ｋｎｏｗｌｅｄｇｅ ｂａｓｅ

辨识后 ＤＯＥ￣２ 模型的预测值与实测值在测试集

上的对比结果如图 ４ 和图 ５ 所示ꎮ 由图 ４ 可知ꎬ存在

部分冷冻水出口温度的预测值与实际值相差较大的

情况ꎬ说明 ＤＯＥ￣２ 模型不能很好地预测该冷水机组

在所有工况下的冷冻水出口温度ꎮ 对于冷却水出口

温度ꎬ图 ５ 显示 ＤＯＥ￣２ 模型能很好预测该冷水机组

的冷却水出口温度ꎬ绝大部分冷却水出口温度的预测

值与实际值之间的相对误差绝对值均小于 ５％ꎮ

ＤＯＥ￣２ 模型在测试集上的预测精度如表 ３ 所示ꎮ 结

果表明:ＤＯＥ￣２ 模型对该冷水机组冷冻水出口温度整

体预测精度远远小于冷却水出口温度ꎮ

图 ４ ＤＯＥ￣２模型冷冻水出口温度预测值与实测值对比

Ｆｉｇ.４ Ｃｏｍｐａｒｉｓｏｎｓ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ａｎｄ ｍｅａｓｕｒｅｄ
ｃｈｉｌｌｅｄ ｗａｔｅｒ ｏｕｔｌｅｔ ｔｅｍｐｅｒａｔｕｒｅｓ

图 ５ ＤＯＥ￣２模型冷却水出口温度预测值与实测值对比

Ｆｉｇ.５ Ｃｏｍｐａｒｉｓｏｎｓ ｂｅｔｗｅｅｎ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ａｎｄ ｍｅａｓｕｒｅｄ
ｃｏｏｌｉｎｇ ｗａｔｅｒ ｏｕｔｌｅｔ ｔｅｍｐｅｒａｔｕｒｅｓ

表 ３ ＤＯＥ￣２模型在测试集上的精度

Ｔａｂ.３ Ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ＤＯＥ￣２ ｍｏｄｅｌ ｏｎ ｔｈｅ ｔｅｓｔｉｎｇ ｓｅｔ

精度指标 冷冻水出口温度 冷却水出口温度

ＭＡＥ / ℃ ０ ３４８ ０ ２７４

ＲＭＳＥ / ℃ ０ ５８７ ０ ３８９

ＭＡＰＥ / ％ ３ ８０９ ０ ８６４

Ｒ２ ０ ７３４ ０ ９８６

ＣＶ￣ＲＭＳＥ / ％ ６ ６７９ １ １８２

综上所述ꎬ冷水机组冷冻水出口温度预测值与实

测值误差较大ꎬ无法满足实际要求ꎮ 分析原因可能是

传感器漂移、传感器测量误差、模型假设不合理、遗传

算法参数寻优的不确定性等ꎮ

—７９—
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Ｊｏｕｒｎａｌ ｏｆ Ｒｅｆｒｉｇｅｒａｔｉｏｎ
Ｖｏｌ. ４２ꎬＮｏ. ３
Ｊｕｎｅꎬ ２０２１

２ ３ 基于人工神经网络的 ＤＯＥ￣２ 模型误差补

偿方法性能评估
为了补偿 ＤＯＥ￣２ 模型在预测冷冻水出口温度时

的误差ꎬ采用三层人工神经网络对冷冻水出口温度预

测误差进行建模ꎮ 模型的输入与 ＤＯＥ￣２ 模型保持一

致ꎬ输出为冷冻水出口温度预测误差ꎮ
采用网格搜索和 ５ 折交叉验证方法优化冷冻水

出口温度误差补偿模型的激活函数和 Ｌ２ 正则化参

数ꎮ 优化结果如表 ４ 所示ꎮ 激活函数的最优解为

ｒｅｌｕ 函数ꎬＬ２ 正则化参数的最优解为 ０ ００１ꎮ 模型训

练采用 Ａｄａｍ 算法ꎮ

表 ４ 误差补偿模型最优超参数

Ｔａｂ.４ Ｏｐｔｉｍａｌ ｈｙｐｅｒ￣ｐａｒａｍｅｔｅｒｓ ｏｆ ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋｓ ｆｏｒ ｅｒｒｏｒ ｃｏｍｐｅｎｓａｔｉｏｎ

超参数 超参数搜索范围 最优值

激活函数 [ｌｏｇｉｓｔｉｃꎬ ｔａｎｈꎬ ｒｅｌｕ] ｒｅｌｕ

Ｌ２ 正则化参数
[０ ０００ １ꎬ ０ ００１ꎬ
０ ０１ꎬ ０ １ꎬ １ꎬ １０]

０ ００１

基于训练得到的误差补偿模型ꎬ对 ＤＯＥ￣２ 模型

的冷冻水出口温度预测值进行校准ꎮ 混合模型在测

试集上的预测效果如图 ６ 所示ꎮ 相比于 ＤＯＥ￣２ 模型

(图 ４)ꎬ混合模型冷冻水出口温度预测值与实际值更

加接近ꎬ绝大部分出口温度预测值与实际值之间的相

对误差绝对值小于 ５％ꎮ
人工神经网络也能够直接用来预测冷冻水出口

温度和冷却水出口温度ꎮ 因此ꎬ本文进一步对比了人

工神经网络与混合模型和 ＤＯＥ￣２ 模型之间的预测精

度ꎮ 同样采用网格搜索和 ５ 折交叉验证方法优化人

　 　 　

图 ６ 混合模型冷冻水出水温度预测值与实测值对比

Ｆｉｇ.６ Ｃｏｍｐａｒｉｓｏｎｓ ｂｅｔｗｅｅｎ ｔｈｅ ｃｏｒｒｅｃｔｅｄ ａｎｄ ｍｅａｓｕｒｅｄ
ｃｈｉｌｌｅｄ ｗａｔｅｒ ｏｕｔｌｅｔ ｔｅｍｐｅｒａｔｕｒｅｓ

工神经网络模型的激活函数和 Ｌ２ 正则化参数ꎮ 最优

结果如表 ５ 所示ꎮ 模型训练采用 Ａｄａｍ 算法ꎮ 混合模

型、ＤＯＥ￣２ 模型和人工神经网络模型在测试集上的预

测精度如表 ６ 所示ꎮ 结果表明:混合模型相比于 ＤＯＥ￣
２ 模型或人工神经网络模型具有更高的精度ꎮ 相比于

ＤＯＥ￣２ 模型ꎬ混合模型在预测冷冻水出口温度时的

ＭＡＥ、ＲＭＳＥ、ＭＡＰＥ 和 ＣＶ￣ＲＭＳＥ 分别降低了 ３６ ４９％、
４６ ００％、３３ １６％和 ４５ ７３％ꎬＲ２ 提高了 ２５ ７５％ꎮ

表 ５ 人工神经网络模型最优超参数

Ｔａｂ.５ Ｏｐｔｉｍａｌ ｈｙｐｅｒ￣ｐａｒａｍｅｔｅｒｓ ｏｆ ｔｈｅ ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ
ｎｅｔｗｏｒｋ￣ｂａｓｅｄ ｃｈｉｌｌｅｒ ｍｏｄｅｌ

超参数 超参数搜索范围 最优值

激活函数 [ｌｏｇｉｓｔｉｃꎬ ｔａｎｈꎬ ｒｅｌｕ] ｒｅｌｕ

Ｌ２ 正则化参数
[０ ０００ １ꎬ ０ ００１ꎬ
０ ０１ꎬ ０ １ꎬ １ꎬ １０]

０ ０００ １

表 ６ 各模型冷冻水出口温度预测精度对比

Ｔａｂ.６ Ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｃｈｉｌｌｅｄ ｗａｔｅｒ ｏｕｔｌｅｔ ｔｅｍｐｅｒａｔｕｒｅ ｏｆ ｔｈｅ ｔｈｒｅｅ ｔｙｐｅｓ ｏｆ ｍｏｄｅｌｓ

模型结构 ＭＡＥ / ℃ ＲＭＳＥ / ℃ ＭＡＰＥ / ％ Ｒ２ ＣＶ￣ＲＭＳＥ / ％

混合模型 ０ ２２１ ０ ３１７ ２ ５４６ ０ ９２３ ３ ６２５

ＤＯＥ￣２ 模型 ０ ３４８ ０ ５８７ ３ ８０９ ０ ７３４ ６ ６７９

人工神经网络 ０ ２３０ ０ ３４４ ２ ５６４ ０ ９１５ ３ ９０４

３ 结论

本文提出了一种基于遗传算法和人工神经网络

的冷水机组模型参数辨识及误差补偿方法ꎬ并利用某

离心式冷水机组的实际运行数据对提出的方法进行

了验证ꎮ 通过建立冷水机组 ＤＯＥ￣２ 模型ꎬ研究了有

知识库和无知识库情况下遗传算法参数辨识的性能ꎬ
并采用人工神经网络方法构建了冷冻水出口温度误

差补偿模型ꎬ对比了有补偿和无补偿情况下 ＤＯＥ￣２
模型的精度ꎮ 得到如下结论:

—８９—
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１)基于外部知识库的遗传算法在进行 ＤＯＥ￣２ 模

型参数辨识时具有更高的效率和精度ꎮ 无外部知识

库的情况下ꎬ遗传算法的迭代次数范围为 ２１７ ~ ４６２
次ꎬ模型在训练集上的误差在 １ ４０ ~ １ ４４ ℃ ２ 之间ꎮ
在有外部知识库的情况下ꎬ遗传算法的迭代次数范围

为 ７９ ~ １３６ 次ꎬ在训练集上的误差在 ０ ２６０ ~ ０ ２６３
℃ ２ 之间ꎮ

２)得到的 ＤＯＥ￣２ 模型对该冷水机组冷冻水出口

温度预测精度远远小于冷却水出口温度ꎮ 绝大多数

冷却水出口温度预测值与实测值的相对误差均能保

持在 ５％以内ꎮ 但对于冷冻水出口温度ꎬ存在部分工

况下冷冻水出口温度的预测值与实际值相差较大的

情况ꎮ
３)相比于 ＤＯＥ￣２ 模型和人工神经网络模型ꎬ本

文提出的混合模型具有更高的预测精度ꎮ 相比于

ＤＯＥ￣２ 模型ꎬ其在预测冷冻水出口温度时的 ＭＡＥ、
ＲＭＳＥ、 ＭＡＰＥ 和 ＣＶ￣ＲＭＳＥ 分 别 降 低 ３６ ４９％、
４６ ００％、３３ １６％和 ４５ ７３％ꎬＲ２ 提高 ２５ ７５％ꎮ
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